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摘 要：精细尺度短时降水预报是粤港澳地区防灾减灾的重要支撑。本研究利用卷积神经网络（CNN，

convolutional neural network）构建短时降水概率降尺度预报模型，该模型以GFS（global forecast system）模式气象背

景场预报资料作为输入信息，获得区域内各站点 3 h降水预报的概率分布参数，并评价不同试验的预报性能。结果

表明：1）确定性预报结果中，各试验均不同程度地降低了GFS原始预报误差，CNN-PR试验进一步强化了空间特征，

预报效果最好（RMSE=3.31 mm）；SINGLE试验（未引入全局信息）和CNN0试验（未进行空间特征提取）表现较差；

2）概率预报结果中，各试验总体校准性能较好，CONTROL试验的综合评分最优（CRPS=0.69 mm）；除 SINGLE和

CNN0试验外，其余试验对降水发生事件均有一定的区分能力，其中纳入时序演变信息的TREND试验对强降水的

区分能力最优；CNN-PR试验的区间条件校准性最优，但以牺牲预报锐度为代价；3）各试验对强降水的预报结果偏

小，概率预报水平受“整体-区间校准”“校准-锐度”2组内在矛盾的限制。本研究可为粤港澳大湾区短时降水精细

化概率预报的业务化应用提供方法参考。
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Abstract： High-resolution short-range precipitation forecasting is critical for regional disaster 

prevention and mitigation over the Guangdong-Hong Kong-Macao Greater Bay Area （GBA）. This 

study developed a probabilistic downscaling model for short-range precipitation using a Convolutional 

Neural Network （CNN）， which takes large-scale meteorological forecast information from GFS 

（global forecast system）as input and outputs the parameters of the probabilistic distribution for 3 h 

precipitation at multiple stations. The model skill was evaluated through a set of carefully designed 

experiments. The results show that： 1） All experiments effectively reduce forecasting errors compared 

with the raw GFS outputs. Among them， the CNN-PR experiment， which incorporates enhanced 

spatial feature extraction， achieves the best deterministic performance （RMSE=3.31 mm）. In contrast， 
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the SINGLE experiment， which relies solely on local information， and the CNN0 experiment， which 

omits spatial feature extraction， show inferior performance. 2） In terms of probabilistic skill， all 

models are well calibrated overall， with the CONTROL experiment achieving the optimal skill （CRPS=

0.69 mm）. All experiments except SINGLE and CNN0 show improved discrimination ability for 

precipitation occurrence， and the TREND experiment incorporating temporal evolution information is 

optimal for discriminating heavy rainfall events. The CNN-PR experiment is superior in conditional 

calibration， albeit at the cost of reduced sharpness. 3） The study also reveals that all experiments 

systematically underestimate heavy rainfall events. Furthermore， the probabilistic forecasting skill is 

constrained by two key trade-offs： one between calibration and sharpness， and the other between 

overall and conditional calibration. This study provides a methodological reference for operational high-

resolution short-range probabilistic precipitation forecasting in the GBA.

Key words： convolutional neural networks（CNN）； statistical downscaling； Guangdong-Hong Kong-

Macao Greater Bay Area； short-range precipitation

粤港澳大湾区（简称“大湾区”）的人口和经济

活动高度聚集（王垚等，2024；Wang et al.，2021）。

受全球气候变暖及区域地理气候环境等因素影响，

大湾区极端降雨频发，易引发严重的次生灾害，威

胁区域生命财产安全，制约高质量发展，故对精细

化短时降水预报产品具有较高需求（李卓凡等，

2023；Deng et al.，2023）。全球数值模式是降水预报

最主要的参考产品，其预报性能持续提升（张进等，

2023），但受到自身空间分辨率限制，对强降水时空

特征的预报能力较弱（Liang et al.，2012；王蕾等，

2024；张博等，2024；张欣等，2026）。因此，基于全

球模式进行动力或统计降尺度，是获取精细化降水

预报产品的重要途径。

动力降尺度模式，如WRF（weather research and 

forecasting），在大尺度预报场的侧边界强迫作用下，

通过完备的动力框架和尺度适配的物理参数化方

案，输出高分辨率格点气象预报产品，有效提升各

类气象要素的预报准确度（Xue et al.，2014；Liang et 

al.，2019；董晓云等，2020）。但动力降尺度对算力

和存储要求较高，部署复杂、运行时间较长，限制了

其在预报业务中的快速应用。统计降尺度通过构

建预报因子与实际观测之间的统计关系实现高分

辨率预报，常用方法包括模式输出统计（MOS，

model output statistics method）和 完 全 预 报（PP，

perfect prediction）（范丽军等，2005；Wilks，2011）。

其中，MOS类方法主要利用模式输出建立统计订正

关系，而 PP 类方法则以大尺度背景场作为预报因

子，通过建立与实际观测之间的统计关系进行降尺

度。统计降尺度计算开销小、运行速度快，已在预

报业务中得到广泛应用，但该类方法对历史样本的

代表性和预报因子的有效性要求较高，统计关系的

稳定性也会影响降尺度效果。降水受多种气象环

境要素非线性相互作用的影响，其时空分布呈现非

正态特征（Vrac et al.，2007）。相较于确定性预报，

概率预报能够描述降水预报的不确定性。在此方

面，MOS类方法主要面向确定性预报，难以适配概率

预报；而 PP 类方法可通过拟合概率分布参数开展概

率预报，具有一定的技术优势（Sloughter et al.，2007；张

亚萍等，2022）。

随着神经网络的兴起和发展，统计降尺度方法

的拟合及推断能力进一步提升。尤其是深度学习

中 的 卷 积 神 经 网 络（CNN，convolutional neural 

network）具有层次化的特征提取结构，可有效提取

和表达规则网格数据的空间关联特征，适用于统计

预报、统计降尺度、模式订正等多个地球科学领域

（Reichstein et al.，2019；Baño-Medina et al.，2020；孙

健等，2021；杨绚等，2022；Sun et al.，2023）。已有研

究采用CNN对我国日降水进行统计降尺度分析，并

取得了较好的效果（Sun et al.，2021）；但该研究的分

析对象为日尺度气象再分析资料，且未评估概率预

报质量。鉴于此，本研究采用CNN构建了大湾区短

时降水概率降尺度模型，模型利用卷积方法提取大

尺度气象预报信息，以 3 h站点降水实况为标签，通

过优化定制的损失函数对模型进行训练，一次性即

可得到各站点 3 h降水预报概率分布的参数值。此

外，本研究对比评估了模型的确定性预报和概率预

报性能，可为其业务化应用提供一定的参考依据。
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1 数据与方法

1. 1　研究数据

本研究所选用的大尺度天气预报场数据来自

美国国家环境预报中心（NCEP， National Centers 

for Environmental Prediction）开发的全球预报系统

（GFS，global forecast system）。该数据包含 5 个气

压层（925、850、700、500和 200 hPa）的水平纬向风U

（m/s）、水平经向风V（m/s）、位势高度 Z（gpm）、温度

T（K）和相对湿度RH（%）。预报场的空间区域为覆

盖大湾区的 41×41 个水平网格点（分辨率为 0.25°×

0.25°）（图 1a），预报时效为 2 d（每日 20：00起报），预

报时间分辨率为 3 h，采用时间段为 2016—2018 年

和 2021—2023 年。小时降水站点实况来自大湾区

的61个站点，包括29个国家基本气象站和32个区域

自动站（图 1b），时间段与GFS一致。所有站点的观

测均作为标签数据用于模型训练，模型评估基于国

家基本气象站。此外，本研究还利用 GEBCO

（general bathymetric chart of the oceans）地形数据

（线性插值到模式网格）探究了地形因素的影响。

1. 2　模型概述

本研究使用 Bernoulli-Gamma 分布（Cannon，

2008；Sun et al.，2021）以表征降水离散-连续的统计

特性，其表达式如下：

f ( y；p，α，β ) =
ì

í

î

ïïïï

ï
ïï
ï

1 - p，                                y = 0 ，   
p ( )y β

α - 1exp ( )-y β
βΓ ( )α  ，y > 0，（1） 

其中 y 为 3 h 降水量，p为降水发生概率，α 和 β

分 别 为 Gamma 分 布 的 形 状 和 尺 度 参 数 ，Γ 为

Gamma 函数。确定性降水预报则为分布的数学期

望E（y）= p × α × β。
构建的深度学习降尺度模型 f的表达式如下：

YT = f (XT - 3 ) = g (F )， （2）

F = σ (Κ*XT - 3 + b)， （3）

L = NBernoulli + NGamma， （4）

其中YT = ( ps，T， αs，T， βs，T) 61
s = 1 为模型在预报时刻 T输

出 的 向 量 ， s = 1，2，⋯，61 为 站 点 索 引 ，

XT - 3 ∈ ℝ41 × 41 × 5 × 5 为预报时刻 T-3 输入的大尺度张

量，维度分别为41×41个格点、5个气压层（925、850、

700、500 和 200 hPa）和 5 个变量（U、V、Z、T 和 RH）。

F 为空间特征，g 为空间特征到 61 个站点分布参数

的全连接映射，∗为二维卷积操作，Κ为卷积核，b为

偏置项，σ为非线性激活函数。最后，N为参数分布

的负对数似然，模型损失函数 L 由 Bernoulli分布的

负对数似然项（NBernoulli）和 Gamma 分布的负对数似

然项（NGamma）组成。

1. 3　试验设计

为了评估模型的降尺度能力，本研究基于控制

变量的思路设置了 6 组试验（表 1）。模型基于

PyTorch框架建立，使用Adam作为优化器，学习率取

1×10⁻⁴，设置Dropout失活率为0.2。2016—2018年的

数据按照8∶2的比例划分为训练数据和验证数据，进

一步根据训练数据的统计量将大尺度背景逐格点标

准化后作为模型的输入。6组试验的最多训练次数

为 500轮，模型在验证集上的评价连续 50轮无改进

则停止。最后，训练好的模型利用 2021—2023年数

据做测试，测试结果作为模型性能评估的依据。

a：实线为模式网格（0.25°×0.25°,41×41个）； b：α和β分别为日降水Gamma拟合分布的形状和尺度参数，

蓝色实线为拟合曲线；审图号为GS（2024）0650号，底图边界无修改。

图1　GFS模式区域、地形、气象站点及降水统计

Fig. 1　GFS model domain, topographic elevation and used meteorological stations as well as precipitation statistics
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1. 4　模型评价

1. 4. 1　确定性预报评价指标　本研究使用平均绝

对误差（MAE）、均方根误差（RMSE）和相关系数

（R）对模型的确定性预报能力进行评估，各指标表

达式为：

MAE = 1
N∑i = 1

N || fi - oi ， （5）

RMSE = 1
N∑i = 1

N ( )fi - oi 2
， （6）

R = ∑i = 1
N ( )fi - f̄ ( )oi - ō

∑i = 1
N ( )fi - f̄ 2 ∑i = 1

N ( )oi - ō 2 ， （7）

其中N为总样本数，o为站点观测值，f为确定性预报

值（或概率预报的数学期望）。此外，降水事件的预

报技巧则利用ETS评分进行评估，其公式为：

ETS = a - a ref
a + b + c - a ref

， （8）

其中 a、b、c 分别为命中样本数、空报样本数和漏报

表1　试验设计概况

Table 1　Overview of the designed experiments

试验名称

CONTROL

TOPO

TREND

CNN0

CNN-PR

SINGLE

核心架构

1） 卷积层：3×3卷积核，64

个通道

2） 最大池化层：2×2窗口

3） 卷积层：3×3卷积核，

128个通道

4） 展平+时效特征融合

同CONTROL

同CONTROL

1） 输入展平

2） 全连接层：50个神经元

3） 全连接层：50个神经元

4） 时效特征融合

1） 卷积层： 3×3卷积核，

10个通道

2） 卷积层： 3×3卷积核，

25个通道

3） 卷积层： 3×3卷积核，

50个通道

4） 展平+时效特征融合

1） 1D卷积层： 1×1卷积

核，64个通道

2） 1D卷积层： 1×1卷积

核，128个通道

3） 展平+时效特征融合

输入层

1） T-3时刻的25个特征：

41×41个格点，5层5个气

象要素

2） 预报时效T

1） T-3时刻的25个特征：

41×41个格点，5层5个气

象要素

2） 地形静态特征：41×41

个格点

3） 预报时效T

1） T-6，T-3和T共3个刻

的75个特征：41×41个格

点，5层5个气象要素

2） 预报时效T

同CONTROL

同CONTROL

1） T-3时刻的25个特征：

站点插值，5层5个气象要

素

2） 预报时效T

输出层

全连接61个站预报时刻T的

3 h降水Bernoulli-Gamma分

布的3个参数

同CONTROL

同CONTROL

同CONTROL

同CONTROL

全连接层输出单站预报时刻

T的3 h降水Bernoulli-Gamma

分布的3个参数

说明

控制试验，提供基准参照

测试地形因子影响

测试时间趋势影响

测试卷积操作的必要性

测试强化空间特征提取

能力的影响

测试考虑全局空间信息

的必要性
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样本数，a ref = ( )a + b ( )a + c N为随机期望命中数。

1. 4. 2　概率预报评价指标　本研究使用连续分级

概 率 评 分（CRPS，continuous ranked probability 

score）对概率预报的综合性能进行评估，其值越小

表示整体概率预报性能越优（理论完最优值为 0），

表达式为：

CRPS = 1
N∑i = 1

N ∫-∞

+∞
[ ]Fi( )x - I( )x ≥ oi 2dx，（9）

其中F为累积分布函数，I为指示函数。

概率预报分布的整体校准度用概率积分变换

（PIT，probability integral transform）直方图来表征并

通过 Kolmogorov-Smirnov（KS）距离度量，PIT 越接

近均匀分布，KS 距离越接近 0，表明校准度越高。

此外，还使用ROC曲线来度量模型对特定降水事件

的分辨能力，其曲线下面积（AUC）越接近 1，表明分

辨能力越强；同时采用可靠性曲线评估概率预报的

校准度，曲线越贴近对角线，表明预报概率与实际

频率的一致性越好。最后，利用 80% 预测区间

（10%~90% 的分位数）的观测覆盖率及其平均宽度

评估区间校准度及其锐度；在区间覆盖率接近目标

（即 80%）的情况下，区间宽度越窄，表明预报的锐

度越好。

2 确定性预报能力评估

2. 1　整体误差与相关性

图 2比较了不同预报时效下 GFS 和各试验的

3 h降水确定性预报的RMSE和R。从观测来看，大

湾区降水日变化呈现明显的双峰特征，主峰在午后

至傍晚，次峰在凌晨至上午（Yu et al.，2007；李丽平

等，2010；Li et al.，2021；Dong et al.，2023）。受预报

时效和昼夜变化的影响，GFS和各试验的降水预报

偏差并非随着预报时效的增加而单调增大，其变化

具有与降水观测昼夜变化相似的波动特征。与GFS

相比（RMSE=3.47 mm，R=0.30），各试验均减小了预

热力图为各指标站点平均值，柱状图为各指标站点和预报时效平均值。

图2　GFS和各试验的均方根误差及相关系数对比

Fig. 2　Comparison of RMSE and R between GFS model and each experiment

5
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报误差。各试验对相关性的改善较为有限，前 2个

预报时刻的相关性均低于 GFS，其中 CNN-PR 和

TREND 在后续多个预报时刻的相关性略高于

GFS，而 SINGLE 和 CNN0 的表现则存在明显局

限性。

对比各试验后发现，CNN-PR的预报性能最好，

整体预报误差最小（RMSE=3.31 mm），相关系数也

最大（R=0.32），说明渐进式卷积结构有利于提取更

多的空间特征信息。TOPO 试验整体预报性能与

CONTROL 相当，表明增加静态地形特征信息对整

个模型的预报性能无明显影响。此外，SINGLE 和

CNN0 与其他试验的差距较大，前者仅使用局地信

息，后者不包含卷积结构。上述结果与已有研究结

果一致，表明利用卷积提取全局空间特征有利于改

善降尺度性能（Sun et al.，2021，2023）。

2. 2　站点差异特征

不同预报时刻 GFS 预报的误差空间模态与降

水实况均值分布相似，间隔 24 h的 2个预报时效的

结果相近（图 3）。这表明，在降水量级及其自身时

间变率的主导下，降水预报误差的时空分布特征具

蓝色数值为差异站点的平均值，审图号为GS（2024）0650号，底图边界无修改。

图3　GFS均方根误差的空间分布及其与各试验的差异

Fig. 3　Spatial distribution of GFS RMSE and its differences from each experiment
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备固有的稳定性，并受预报时效影响。CNN-PR 效

果仍为最优，相较于GFS提升了大部分站点的预报

技巧；但受其自身泛化能力的制约，以及大湾区降

水极端事件多、空间差异性大（Wang et al.，2021；李

广宗等，2025）的影响，模型预报性能存在较显著的

时空差异。CONTROL、TREND 和 TOPO 试验结果

相近，但与CNN-PR有一定差距。SINGLE和CNN0

表现最差，订正能力有限。各试验的配置和性能虽

不同，但预报误差的空间分布特征几乎一致，这主

要归因于其受到统一的外部大尺度背景和内部损

失函数制约。

2. 3　区间差异特征

图 4 展示了不同降水区间内 GFS 和各试验 3 h

降水确定性预报的 MAE、ETS 值。在 1~5 mm 各降

水区间内，各试验组的 GFS 降水预报误差均下降；

在 5~6 mm 降水区间内，各试验组的平均预报性能

与GFS相近；而在 6 mm以上降水区间，各试验组的

预报误差高于GFS，且GFS的ETS评分也高于各试

验组。这主要因为较高降水区间的样本占比较低，

而降尺度模型以最小化整体误差为优化目标。因

此，各试验均会出现对强降水低估的特点，也揭示

了物理数值模式在强降水预报方面的优势（孙磊

等，2024；Sun et al.，2024）。不同试验对比表明，

CNN-PR 仍整体表现最佳，其 ETS 评分虽略低于

CONTROL等试验，但在2 mm以上多个区间均取得

最小预报误差。

3 概率预报能力评估

3. 1　整体CRPS与校准度

概率预报评估中最为关键的是在满足良好校

准性的前提下，尽量增大概率分布的锐度（Gneiting 

et al.，2007）。CRPS是概率预报评估的核心指标之

一，可以同时反映概率预报的校准性和锐度。比较

可知，CONTROL 试验整体 CRPS 最优（0.69 mm），

TREND（0.71 mm）和 TOPO（0.72 mm）次之（图 5）。

CNN-PR 试验虽然在确定性预报评估中效果最好，

但 CRPS（0.79 mm）结果却不如 CONTROL 试验。

SINGLE（1.05 mm）和 CNN0（0.95 mm）试 验 的

CRPS 结果较差，再次说明利用卷积提取全局空间

特征的重要性。与此类似的是，各试验不同预报时

效的 CRPS 结果均表现出同样的变化特点，其空间

分布模式也与降水量均值分布相似，这说明站点降

水的时空统计特征主导着模型预报性能的时空差

异。需要特别指出的是，除 SINGLE 以外的各组试

验均为单模型配置，即模型使用所有预报时效数据

进行训练和测试（预报时效是辅助特征），一次产生

所有站点的 3 h预报降水。这种设计会进一步强化

模型学习降水整体时空统计分布特征的能力，但是

也会削弱自身的泛化性能。

概率积分变换分析（图 6a、b）是研究概率预报

整体校准性的重要方法，能够直观显示预报概率与

实际观测的统计一致性。总体来看，各试验的整体

校准水平均较好。以CONTROL和CNN-PR试验为

例，二者的大多数柱高均接近于 1 且 KS 距离均较

小；其中 CONTROL 试验在概率积分变换值接近 1

时柱高大于 1，表明其对强降水概率存在低估；而

CNN-PR 试验在概率积分变换值约为 0.9 时柱高略

低于1，反映出其对中等强度降水略有高估。

3. 2　事件差异特征

本研究进一步利用ROC曲线和可靠性曲线，评

估各试验对不同降水事件的区分性能和校准能力

（图 6c~f）。对于降水发生事件（降水量>0.1 mm），

CNN0试验（AUC=0.811）具有一定的降水事件区分

柱条为各指标站点和预报时效的平均值，图例中数字为整体均值。

图4　GFS和各试验的平均绝对误差和ETS评分在不同观测降水区间的对比

Fig. 4　Comparison of MAE and ETS between the GFS model and each experiment across different observed precipitation intervals
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能力，但效果不如使用卷积结构的各试验（AUC>

0.85），SINGLE 试验（AUC=0.661）的技巧则最差。

这表明，利用空间全局信息可以提高对降水事件的

分辨能力，而空间上的卷积结构则有助于进一步强

化这一效果。另外，大部分试验对事件的区分能力

较好，但可靠性曲线在对角线下方，略有弯曲，反映

出对降水发生的概率存在高估。CNN0和 SINGLE

试验的可靠性曲线在中高概率区间中断，反映出模型

预报结果过于保守，对降水事件的预报技巧一般。

对于强降水事件（降水量>10 mm），TREND 试

验 的 区 分 能 力 最 佳（AUC=0.874），CONTROL、

CNN-PR 和 TOPO 等 3 组试验的区分能力亦较好

（AUC>0.86），但这 4组试验的可靠性曲线在中等概

率以上的区间均缺失。这表明，卷积模型预测强降

水事件时的可靠性较差，存在较大的漏报风险，这

与确定性预报结果一致。而CNN0和SINGLE试验

的可靠性曲线缺失更为严重，说明其对强降水事件

的校准能力进一步下降，无法给出强降水事件中等

概率的预报结果。

3. 3　校准与锐度分析

图 7 展示了不同降水区间下，各组试验的预报

校准度与锐度的评估结果。在 0~1 mm 区间，各试

a：指标站点和预报时效平均；b：地图中标记为指标预报时效平均；c：指标站点平均；

d：中均值和标准差基于各试验指标站点平均结果计算；审图号为GS（2024）0650号，底图边界无修改。

图5　连续分级概率评分对比

Fig. 5　Comparison of CRPS results
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验预报覆盖率均接近 100%，存在过度覆盖现象；这

表明模型对于干湿过渡区间的校准存在局限性。

在1~2 mm区间，CNN0试验的覆盖率在80%理想线

附近，CNN-PR表现次之，表明两者具有良好的校准

度；其他试验覆盖率快速下降至 60% 附近，说明对

该降水区间存在一定低估。随着降水区间的逐步

增大，各试验覆盖率持续降低。这表明降水强度越

强，各模型对降水的低估越明显，区间校准能力越

差。总体而言，CNN-PR试验覆盖率下降速度最慢，

揭示出增强的空间特征提取结构能够有效提升降

水预报的区间校准度。但在多个降水区间，CNN-

PR试验的区间宽度最大，表明校准度的提升以牺牲

预报锐度为代价。

4 结论与展望

本研究采用 CNN 构建了大湾区短时降水概率

降尺度模型，输入 GFS 模式的多层气象预报，输出

区域多站点 3 h 降水概率降尺度分布参数，设计了

不同敏感性试验组合检验降尺度模型的性能，主要

结论如下。1）确定性预报方面，与 GFS 预报相比

a~b:红色虚线为理想均匀分布参考线，数字为KS距离；c~d:图例中数值为AUC均值；

e~f:点划线为理想校准线。

图6　降水概率积分变换分析及降水事件ROC曲线、可靠性曲线对比

Fig. 6　Probability integral transform analysis and comparison of ROC curves and reliability diagrams for precipitation events
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（RMSE=3.47 mm），各试验均减小了预报误差。其

中，CNN-PR能够更好地提取空间特征，整体性能最

佳（RMSE=3.31 mm）；SINGLE 试验（仅提取单点信

息）和 CNN0试验（未进行空间卷积）的性能低于其

他试验。2）概率预报方面：各试验整体校准度较

好，CONTROL试验校准度最佳（CRPS＝0.69 mm）。

对于降水发生事件，采用卷积模型的各试验均具备

较好的判别能力（AUC>0.85）；对于强降水发生事

件，考虑时序演变信息的 TREND 试验分辨能力最

佳（AUC=0.874）；但各模型预报保守，可靠性不足。

此外，各试验区间校准度不佳，CNN-PR 整体最佳，

但牺牲了预报锐度。3）本研究构建的降尺度模型

对弱降水区间的降水预报性能较好，降水强度增加

后，模型概率预报过于保守，确定性预报技巧不如

GFS。这是因为模型为最小化整体预报误差，对高

频弱降水拟合程度较好，但对强降水表达能力

较差。

综合以上结果，对于深度学习降尺度模型的发

展和实际应用，可得到以下启示：1）在相同损失函

数约束的情况下，试验之间的预报性能差异不大，

时空特征较为相似。后续工作可以通过增加大值

样本权重、融合物理机制构造非对称损失函数等方

式，探索模型的改进效果。2）单一模型的设计能够

使模型更好地捕捉到降水的整体规律，但难以适应

降水昼夜、季节以及空间变化。随着数据积累，后

续可以尝试设计多个模型去适配不同情景。3）降

尺度概率预报的水平受“整体-区间校准”“校准度-

锐度”两组内在矛盾的制约。因此，模型的设计与

优化应结合具体应用场景，保证预报性能与实际需

求相匹配。
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